PATDEX - ein Ansatz zur wissensbasierten und
inkrementellen Verbesserung von Ahnlichkeitsbewertungen
in der fallbasierten Diagnostik*

Stefan Wef3
Fachbereich Informatik — SFB 314
Universitat Kaiserslautern
W-6750 Kaiserslautern

email: wess@informatik.uni-kl.de

Zusammenfassung

Die Leistungsfiahigkeit fallbasierter Ansétze in der Diagnostik hingt stark von der Wahl eines
fiir die jeweilige Anwendungsdomine geeigneten Ahnlichkeitsbegriffs ab. In dieser Arbeit
wird ein Ansatz zur fallbasierten Diagnose technischer Systeme entwickelt, der auf einem
dynamischen Ahnlichkeitsma$ aufbaut. Das verwendete AhnlichkeitsmaB kann ausgehend
von einer ndherungsweisen Beschreibung durch ein Lernverfahren inkrementell an den in
der Anwendungsdomine vorliegenden Ahnlichkeitsbegriff angepaBt werden. Die Bestimmung
der Ahnlichkeit kann zudem durch das in diagnostischen Anwendungsdoménen vorhandene
Wissen unterstiitzt werden.

1 Einfiihrung

Menschliche Diagnoseexperten verwenden zum Problemlosen unterschiedliche Wissensquellen
und SchluBfolgerungsmechanismen. In der Expertensystemforschung spiegelt sich diese Erkennt-
nis in der Realisierung von regel-, modell-! und fallbasierten Expertensystemen wider (vgl.
[Pup90]). Wahrend regel- und modellbasierte Systeme bereits seit lingerem Gegenstand inten-
siver Forschung sind, finden fallbasierte Techniken zur Diagnose erst in jiingerer Zeit verstirkte
Beachtung. Dies ist insofern verwunderlich, da fiir viele Anwendungen die Betrachtung von Fall-
beispielen eine natiirliche Art des diagnostischen Problemlsens darstellt. Ziel des fallbasierten
Problemlésens ist es, ein aktuell vorliegendes Problem direkt auf der Basis von bereits bekann-
ten Fallbeispielen zu l6sen. Fiir die fallbasierte Diagnostik bedeutet dies, daf} ein vorliegendes
Diagnoseproblem gel6st wird, indem man die (bekannte) Diagnose eines dhnlichen Problems
aufl die aktuelle Situation iibertrigt. Fallbeispiele kénnen wir in diesem Kontext als ., Proto-
kolle des realen Problemloseverhaltens von Diagnoseexperten auffassen. Fallbasiertes Schlieflen
als Problemloseparadigma hat seine Wurzeln im Bereich der Kognitionspsychologie; die grund-
legenden Arbeiten in diesem Bereich wurden von R.C. Schank bereits 1982 veroffentlicht (als
Uberblick vgl. auch [AWBS*92]). Fallbasierte Anwendungen im Bereich der Diagnostik wurden
aber erst verhiltnismiBig spit entwickelt, z.B. Casey [Kot88], PATpEX/1 [AKM*89], CREEK
[Aam91] und CcC+ [PGI1]. In dieser Arbeit wollen wir fallbasierte Ansétze zur Diagnose techni-
scher Systeme aus dem speziellen Blickwinkel der im Bereich der Mustererkennung entwickelten
nearest-neighbour Klassifikation (vgl. [Das90]) betrachten. Diese simplifizierende Sichtweise auf
bestehende Ansétze zur fallbasierten Diagnose erméglicht es uns, auf der einen Seite Defizite
konkret aufzuzeigen und auf der anderen Seite entsprechende Erweiterungsmoglichkeiten zur

*erscheinen in: Puppe, Giinter, Expertensysteme XPS-93, 42-55, Springer Verlag 1993. Die hier vorgestellte
Arbeit wurde zum Teil geférdert durch die Deutsche Forschungsgemeinschaft, SFB 314: “Kiinstliche Intelligenz -
Wissensbasierte Systeme“, Projekt X9 - CABPLAN.

'Wir verwenden im folgenden den Begriff Modell immer im Sinne eines qualitativen technischen Modells des
zu diagnostizierenden Systems und nicht im Sinne eines konzeptionellen Modells der Wissensakquisition.



Behebung dieser Defizite vorzuschlagen. Der in der Arbeit vorgestellte Grundalgorithmus zur
fallbasierten Diagnostik wird dazu schrittweise so erweitert, daB er die beschriebenen Anforde-
rungen erfiillt. Am Beispiel des PATDEX-Systems wird anschlieend exemplarisch ein System
vorgestellt, welches den in der Arbeit verfolgten Ansatz realisiert. Dies wird ergidnzt durch eine
kurze Beschreibung von einigen iiber diese Arbeit hinausgehehende Aspekte der Architektur des
Gesamtsystems.

2 Fallbasierte Diagnostik
In der fallbasierten Diagnostik kénnen wir grob zwei Anwendungsszenarien unterscheiden:

Szenario 1: Fille als Basisrepriasentation In einigen Doménen sind Fallbeispiele ein gingi-
ger und natiirlicher Formalismus fiir die Reprdsentation von diagnostischem Probleml&se-
wissen. Fallbeispiele werden in diesen Bereichen mangels der Kenntnis anderer Wissens-
quellen oder aus Effizienzgriinden eingesetzt. Dazu ein Beispiel: Bei der Herstellung von
technischen Produkten, fiir die komplexe Prozesse mit vielen Parametern notwendig sind
(z.B. Chipherstellung, Produktion von Kunststoffstostangen), ist in der Industrie die
Fehlerbehebung (Diagnostik) auf der Basis von sog. Schichtbiichern, also protokollierten
Fallsammlungen, eine géngige Praxis. Fallbeispiele ersetzen hier nichtvorhandenes Wissen
iiber die genauen (tiefen) Zusammenhinge in einer Doméne.

Szenario 2: Ausnahmeféille In Doménen, in denen bereits abstrakte Modelle und ausgereifte
heuristische Vorgehensweisen existieren, verwenden Experten Fallbeispiele, um Fehlersi-
tuationen zu analysieren, die in ihrem Modell nicht auftreten kénnen (z.B. Verkleben von
Schaltern, Fehler bei sehr tiefen Auflentemperaturen), oder um Abweichungen von der
iiblichen heuristischen Vorgehensweise explizit zu reprisentieren. Fallbeispiele ergdnzen in
diesen Situationen bereits vorhandenes Wissen und ermdglichen die direkte Diagnose von
Ausnahmesituationen bzw. leiten den heuristischen Problemléseprozefl in diesen Situatio-
nen.

Innerhalb dieser beiden Szenarios miissen wir wiederum zwischen den beiden Teilaufgaben der
Diagnostik differenzieren: In diagnostischen Aufgabenstellungen soll einerseits ausgehend von ei-
ner Menge von bekannten Symptomen die fiir diese Symptomatik verantwortliche Ursache iden-
tifiziert werden (Aufgabe 1: Klassifikation). Andererseits soll die im allgemeinen unvollstindige
Informationssituation durch die Erhebung weiterer Meiwerte vervollstindigt werden (Aufgabe
2: Testerhebung). Ein fallbasiertes Diagnosesystem sollte beide ineinander verzahnte Aspekte
einer Diagnoseaufgabe beriicksichtigen. Fallbeispiele kénnen daher in der Diagnostik mit zwei
unterschiedlichen Zielen eingesetzt werden:

Ziel 1: Erweitern der Klassifizierungsfahigkeit Durch entsprechende Fallbeispiele (Klas-
sifikationsfille) konnen neue Fehlersituationen korrekt diagnostiziert werden, d.h. Un-
terstiitzung der Klassifikation.

Ziel 2: Abkiirzen des Problemlésungsweges Durch Fallbeispiele (Strategiefille)kénnen al-
ternative Problemldsungswege aufgezeigt und mogliche Sackgassen vermieden werden, d.h.
Unterstiitzung der Testerhebung.

Entscheidend fiir die Trennung von Testerhebungs- und Klassifikationswissen in Klassifikations-
und Strategiefille ist dabei die Uberlegung, jedes der beiden Teilprobleme der Diagnostik durch
fallbasiertes Schlieen unabhdingig voneinander verbessern zu kénnen. Wir werden uns im fol-
genden priméar auf die Klassifikation, d.h. die Zuordnung einer Diagnose zu einer gegebenen
Symptomatik, konzentrieren. Viele der im Rahmen dieser Arbeit vorgestellten Uberlegungen zur
Klassifikation lassen sich jedoch ohne Anderungen auf Strategiefille und damit auf die Steuerung
der Testerhebung iibertragen.



2.1 Ahnlichkeit und AhnlichkeitsmaBe

Aus einer abstrakten Sicht ist der Begriff der Nitzlichkeit fiir fallbasiertes Schlieflen zentral.
Gesucht wird ein Fallbeispiel, welches im Kontext der aktuellen Problemstellung nitzlich fir
die Losung ist. Das a posteriori Kriterium Niitzlichkeit wird, mangels anderer Wissensquellen,
im fallbasierten SchlieBen auf den Begriff der Ahnlichkeit reduziert. Diese Vorgehensweise liegt
in der Hoffnung begriindet, daB die Ahnlichkeit der Problemstellungen die Niitzlichkeit fiir die
Problemlésung impliziert.

Ein gingiger Ansatz, die Ahnlichkeit von Problemstellungen zu modellieren, ist die Verwen-
dung von AhnlichkeitsmaBen. Das MaB bestimmt die abstrakte Klasse der Probleme, die mit
einem fallbasierten Ansatz gelost werden kénnen, und somit ist die Auswahl des verwendeten
AhnlichkeitsmafBes von entscheidender Bedeutung.

Definition 1 (Ahnlichkeitsmafl) Eine Abbildung sim : M x M — [0,1] mit Yz € M
sim(z,z) = 1 (Reflexivitit), heifit Ahnlichkeitsmap.

Die Anforderungen an ein Ahnlichkeitsmaf gemiB der Definition 1 sind denkbar gering. Ins-
besondere verzichten wir auf die in der Literatur oft geforderte Symmetrie, d.h. sim(z,y) =
sim(y,z), die in diagnostischen Aufgabenstellungen wegen der Beschrianktheit der Information
nicht immer gesichert werden kann. AhnlichkeitsmaBe sind — meist in der Form ihres Duals, des
AbstandsmaBes? — Gegenstand ausgedehnter Untersuchungen in verschiedenen Disziplinen. Eine
ausfiihrliche Diskussion relevanter Mafe wiirde aber den Rahmen dieser Arbeit sprengen®.

Die Verwendung eines MaBes fiir die Ahnlichkeitsbewertung ist jedoch nur eine der mogli-
chen Vorgehensweisen. Genau betrachtet bendtigen wir beim fallbasierten Schlieffen lediglich
eine Prdferenzordnung iber den Fillen in der Fallbasis. Die Art und Weise, wie eine solche
Ordnung definiert wird, ist fiir das fallbasierte SchlieBen nur von untergeordneter Bedeutung.
AhnlichkeitsmaBe bieten hier den Vorteil, daB sie eine sehr einfache Méglichkeit zur Definition
einer solchen Ordnung realisieren. Das AhnlichkeitsmaB reduziert jeden Fall auf einen numeri-

schen Wert, die Ordnung iiber den reellen Zahlen induziert dann die Préferenzordnung iiber der
Fallbasis.

2.2 Fallbasierte Diagnostik als nearest-neighbour Klassifikation

In dieser Arbeit stellen wir uns auf einen an [SW86] bzw. [AKA91] angelehnten Standpunkt
und verstehen die fallbasierte Diagnostik als einen Spezialfall der aus der Mustererkennung
bekannten nearest-neighbour Klassifikation. Diese Sichtweise ermdglicht erstens die Einordnung
der fallbasierten Diagnostik in einen allgemeinen Bezugsrahmen, zweitens erhalten wir damit
einen einfachen Basisalgorithmus, den wir entsprechend den Anforderungen von diagnostischen
Aufgabenstellungen erweitern kénnen.

Im Gegensatz zu klassischen Anwendungen des Nearest-Neighbour Ansatzes, beispielsweise in
der Mustererkennung, ist die Diagnostik, insbesondere die Diagnose von technischen Systemen,
ein Gebiet, in dem spezifische Strukturen, Vorgehensweisen und Abhingigkeiten erkennbar sind.
Diese spezifischen Eigenschaften von diagnostischen Aufgabenstellungen sind die Ansatzpunkte
fiir die in den folgenden Abschnitten behandelten Erweiterungen des Grundalgorithmus. Zum
Verstdndnis der Algorithmen sind jedoch zunéchst einige Definitionen notwendig;:

Definition 2 (Symptom) Fin Symptom ist eine mefibare Gréfie im technischen Sinne. Je-
des Symptom S; = (N;, W;,s;) besteht aus einem Namen N;, einem Wertebereich W; sowie
etner Symptomvariable s;. Die Symplomuvariable speichert dabei den jeweils konkret gemessenen
Symptomwert v € W;. Wurde fiir S; noch kein Wert erhoben, so gilt s; = unknown.

Definition 3 (Situation) Als Situation (Symptomatik) Sit bezeichnen wir die zu einem be-
stimmten Zeitpunkt T bekannten Symptomwerte (Mefwerte), d.h. Sit C {S1,52,...,5,} mit
s; # unknown.

2Zur Aquivalenz von Distanz- und Ahnlichkeitsmafien vgl. [RW91]
?Fiir einen Vergleich und eine Einordnung bekannter Mafle sei z.B. auf [Wes91] verwiesen.



Definition 4 (Fall) Ein Diagnosefall (Klassifikationsfall) reprdasentiert die konkrete Erfahrung
eines Diagnoseexperten. Ein Fall Cy ist definiert als ein Tupel (Sity, D;), wobei Sity die Be-
schreibung der Symptomatik und D; die in dieser bestimmten Siluation gestellte Diagnose ist.

Wir schreiben im folgenden (.5 fiir die einem Fall (' zugrundeliegende Episode und C.D;
fiir die in dieser Episode gestellte Diagnose. Die Diagnose C;.D; beschreibt dabei die Klasse, der
ein Fall C zugeordnet wird. Die Menge F'B = {C1,C3,...,C,} von Diagnosefillen wollen wir
Fallbasis nennen. Der folgende Algorithmus bildet den Kern unseres Ansatzes zur fallbasierten
Diagnostik. Die Zuordnung einer Diagnose D; zu einer Symptomatik St erfolgt hier, indem
die Diagnose D; des dhnlichsten Falles '}, bzgl. eines AhnlichkeitsmaBes sim fiir die aktuelle
Situation iibernommen wird.

Eingabe: Fallbasis I'B
Ahnlichkeitmaf sim
aktuelle Situation Sit

Ausgabe: Diagnosefall C,

1. Suche in der Fallbasis F'B den Diagnosefall Cj mit: sim(Cy.Sit, Sit) ist maximal, d.h. V C; €
F B gilt sim(C;.Sit, Sit) < sim(C},.Sit, Sit).

2. Gebe den Fall C} und damit die in Cy vermerkte Diagnose Cy.D als Lésung aus.

In der fallbasierten Diagnostik lassen sich grundsitzlich die folgenden Ansétze unterscheiden.

Definition 5 (Fallbasierte Diagnostik) Die Ubernahme einer Diagnose D; fiir eine gegebe-
ne Symptomatik Sit auf der Basis eines gefundenen Fallbeispiels C, = (Sity, D;) bezeichnen wir
als fallvergleichende Diagnostik. Wird die Diagnose D; eines gefundenen Fallbeispiels fiir eine
gegebene Symptomalik Sil modifiziert, so sprechen wir von fallmodifizierender Diagnostik.

Der vorgestellte Algorithmus realisiert (nach Def. 5) auf der Basis einer nearest-neighbour Klas-
sifikation einen einfachen Ansatz zur fallvergleichenden Diagnostik. Der Algorithmus wirft jedoch
eine Reihe von Fragen auf, die im Rahmen dieser Arbeit beantwortet werden sollen: Wie wird das
AhnlichkeitsmaB sim realisiert? Wie kann sim verbessert werden? Welche Fallbeispiele werden
in die Fallbasis aufgenommen? Wie kann Doméinenwissen den Diagnoseproze unterstiitzen?

2.3 TFallbasiertes Lernen

Mit dem in 2.2 beschriebenen Algorithmus ist der Begriff des Lernens direkt verkniipft. Lernen
und die Anwendung des gelernten Wissens sind dabei nicht strikt voneinander getrennt, son-
dern eng miteinander verzahnt. Wird eine weitere Diagnoseaufgabe korrekt gelést, so wird sie
als ein neuer Fall in die Fallbasis aufgenommen. Aha [AKA91] bezeichnet diese Vorgehensweise
auch als IB1-Algorithmus. Aus der Sicht des Maschinellen Lernens kann fallbasiertes Lernen
daher als eine Begriffsbildungsaufgabe verstanden werden. Damit stellt sich zwangslaufig die
Frage nach der Méachtigkeit fallbasierter Lernverfahren. Jantke [Jan92] hat Gemeinsamkeiten
von Induktiver Inferenz und fallbasierten Lernverfahren theoretisch untersucht. Zusammenfas-
send kommt er zu dem SchluB: “In the setling invesligated, every inductive inference stralegy
[...] can be implemented as a case-based learning strategy [...].“ Nach Jantke ist also die (theore-
tische) Michtigkeit fallbasierter Lernverfahren mit den in der Induktiven Inferenz entwickelten
Verfahren gleichzusetzen.

In der Diagnostik entspricht ein zu lernender Begriff einer bestimmten Diagnose D;. Im
Gegensatz zu induktiven Lernverfahren, bei denen ein gelernter Begriff intensional durch eine
entsprechende Formel reprisentiert wird, beschreiben fallbasierte Verfahren Begriffe als Tupel
(sim, F'B) (vgl. [Ric92]), d.h. durch ein AhnlichkeitsmaB sim und eine Menge von Fallbeispielen
FB. Werden unterschiedliche Diagnosen gelernt, so wird jede Diagnose D; durch ein spezifisches
Tupel (simj, F'B;) reprasentiert. Das fallbasierte System (sim;, F'B;) ist dann ein Klassifikator
fiir die Diagnose D; bzw. fiir die Diagnose —D;. Wollen wir die Klassifikationsfdhigkeit eines
fallbasierten Systems verbessern, so miissen wir F'B oder sim verdndern.



Definition 6 (Fallbasiertes Lernen) Die Anderung der Fallbasis F'B bzw. die Anpassung des
Ahnlichkeitsmafes sim bezeichnen wir als fallbasiertes Lernen.

2.3.1 Anderung der Fallbasis

Die Anzahl der in der Fallbasis zu speichernden Fallbeispiele kann minimiert werden, indem nur
»lypische* Beispiele aufgenommen werden. Einen sehr einfachen Ansatz realisiert der IB2 ge-
nannte Algorithmus nach Aha [AKA91]. Fallbeispiele werden im Gegensatz zum IB1-Algorithmus,
der alle gelosten Fille speichert, dort nur dann in die Fallbasis F'B aufgenommen, falls sie
mit der bereits bestehenden Fallbasis und dem definierten Ahnlichkeitsma$ sim falsch klassi-
fiziert werden. Fiir eine Beispielfallbasis haben wir die Auswirkungen eines solchen Ansatzes
untersucht?. Zuniichst wurden beide Algorithmen mit einer Menge von 100 Fallbeispielen trai-
niert. Der IB1 Algorithmus nahm jedes der prisentierten Fallbeispiele in seine Fallbasis auf. Der
IB2-Algorithmus reduzierte die Menge der prisentierten Fallbeispiele auf eine Fallbasis von 49
Fallbeispielen. Im Anschlufl daran haben wir beide Algorithmen gegen die urspriinglich gegebe-
nen 100 Fallbeispiele getestet und dabei die Menge der pro Fallbeispiel bekannten Symptome
schrittweise vermindert. Im folgenden Diagramm haben wir die Klassifikationsgenauigkeit der
beiden Algorithmen in Abhdngigkeit von der Vollstdndigkeit der prasentierten Information auf-
getragen. Ein Informationsverlust von 70% bedeutet dabei: Die Klassifikation eines Fallbeispiels
C} basiert auf nur 30% der in der Situationsbeschreibung C.Sit verzeichneten Symptome®. Be-
achtenswert ist dabei, dafl obwohl IB2 die verwendete Beispielfallbasis auf weniger als die Hilfte
der urspriinglichen Fallbeispiele reduzierte, die Klassifikationsgenauigkeit der beiden Algorith-
men nur geringfiigig differiert. Hierbei ist aber zu beachten, dafl IB2 nur eine einfache Form
eines Entscheidungskriteriums fiir die Aufnahme von Fillen in die Fallbasis realisiert. Durch
die Entwicklung von anderen Kriterien zur Auswahl (vgl. z.B. auch [AKA91]) kénnen unter
Umstédnden noch bessere Ergebnisse erzielt werden.
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Eine wichtige Aufgabe in der fallbasierten Diagnostik ist es, zu entscheiden, welche Fallbeispiele
in die Fallbasis aufgenommen werden und welche nicht. Da stm und F B nicht unabhingig von-
einander sind, bestimmt der im jeweiligen System verwendete Ahnlichkeitsbegriff sim, ob die
Aufnahme eines weiteren Fallbeispiel in F'B zu einer qualitativen Verbesserung des Gesamtsy-
stems fithrt oder nicht.

2.3.2 Anderung des AhnlichkeitsmaBes

Ist der Ahnlichkeitsbegriff fiir eine Domine bekannt, so kénnen wir ein entsprechendes MaB an-
geben. Dieses Ahnlichkeitsmaf ist dann eine ,,compilierte“ Darstellung unseres Wissens iiber die
entsprechende Doméne. Wir vertreten die These, daBl der Aufwand und das nétige Wissen zur
Konstruktion eines ,guten® AhnlichkeitsmaBes vergleichbar ist mit dem Aufwand zur Erstellung
eines konventionellen Problemlésers. Nur wenn der entsprechende Problembereich vollstdndig

* Alle empirischen Untersuchungen in dieser Arbeit wurden mit dem in Abschnitt 3.4 definierten Ahnlichkeits-
maf durchgefiihrt. Als Beispielfallbasis diente eine im Rahmen des MOLTKE-Projektes erstellte Fallbasis mit 100
Fillen aus dem Bereich der Diagnose von CNC-Werkzeugmaschinen.

®Die Symptome wurden in der Reihenfolge prisentiert in der sie im Fallbeispiel verzeichnet sind. Dabei wurde
die Zahl der prisentierten Symptome abgerundet, d.h. z.B. 90 % Information bei insgesamt 4 Symptomen sind
nur 3 bekannte Symptomwerte. Wird aufgerundet, so sind die erzielten Ergebnisse deutlich besser.



durchdrungen worden ist, kann die Ahnlichkeit zwischen diagnostischen Problemstellungen kor-
rekt beurteilt werden. Wobei sich dann allerdings die Frage nach der Notwendigkeit eines fall-
basierten Ansatzes stellt, da das vorhandene Wissen auch zum Entwurf eines konventionellen
Diagnosesystems eingesetzt werden kénnte. Im allgemeinen werden wir in der fallbasierten Dia-
gnostik daher das fiir eine Domine geeignete AhnlichkeitsmaB nur niherungsweise bestimmen
kénnen (vgl. Szenario 1).

Betrachten wir den Ahnlichkeitsbegriff im Kontext des Problemlésens, so ist festzustellen,
daB die Ahnlichkeit von Problemstellungen ein a posteriori Kriterium ist, denn erst nachdem
wir versucht haben, das Problem auf der Basis des gewihlten Ahnlichkeitsbegriffes zu lésen,
kénnen wir beurteilen, ob der eingeschlagene Weg zu einem Erfolg gefiihrt hat. Dies 148t einen
RiickschluB auf die Giite des zur Losungsfindung verwendeten Ahnlichkeitsbegriffes zu. Diese a
posteriori Information ist aber zum Zeitpunkt der Problemstellung, also a priori, im allgemei-
nen nicht direkt erhiltlich. Die Suche nach einem geeigneten Ahnlichkeitsbegriff kann also als
ein Lernprozef§ aufgefaBt werden (vgl. [RW91]). Das Ziel des Lernprozesses ist es, den zur Pro-
blemlésung verwendeten Ahnlichkeitsbegriff schrittweise an den durch die konkrete Anwendung
vorgegebenen Ahnlichkeitsbegriff anzunihern.

Auch die Auswirkungen eines solchen Ansatzes hat Jantke [Jan92] untersucht. Er zeigt,
dafl im Bereich der Induktiven Inferenz die Klasse, der mit einem statischen Maf lernbaren
Probleme kleiner ist als die Klasse der mit einem dynamischen Mafs lernbaren Probleme. Jantke
stellt in [Jan92] unter anderem fest: “Using fized totally defined similarity measures is much
too restrictive. [...] Maximal learning power can be achieved by learning possibly partial recursive
similarity measures. There is no way to gain more power.“ Die Voraussetzung fiir die theoretisch
gleiche Machtigkeit von fallbasierten und in der Induktiven Inferenz entwickelten Verfahren ist
also, daB nicht nur die Fallbasis F'B, sondern auch das AhnlichkeitsmaB sim im Laufe des
Lernprozesses verbessert werden.

2.4 Vermeidung von Fehldiagnosen

Wie wir in den letzten Abschnitten gesehen haben, konnen wir fallbasiertes Lernen als Begriffsbil-
dungsaufgabe auffassen. Ahnlich wie induktive Schliisse sind fallbasierte Schliisse damit unsicher.
Fehldiagnosen lassen sich im allgemeinen daher nicht verhindern. Wir kénnen aber versuchen,
eine ,,minimale Korrektheil* der gefundenen Lésungen zu sichern. Betrachten wir dazu nochmals
den Grundalgorithmus. Dieser liefert fir /B # () immer ein Ergebnis, da jeweils der Fall mit
der maximalen Ahnlichkeit ausgegeben wird. Damit wird auch in Situationen, die das System
noch gar nicht richtig diagnostizieren kann (da z.B. eine entsprechende Fehlersituation noch nie
vorgelegen hat), eine falsche Fehlerhypothese ausgegeben. Fiir viele Anwendungen mag eine sol-
che , beste Niherung* wichtig und interessant sein, in realen Diagnoseanwendungen verursacht
jedoch jede Fehlklassifikation Kosten in der Form, dafl der Maschinenbediener die vom System
vorgeschlagene Diagnose erst verifizieren muf}, was unter Umstidnden sehr aufwendig sein kann.
Dieser Aufwand kann vermieden werden, indem fiir jede Diagnose D; eine minimale Ahnlichkeit
zur aktuellen Symptomatik gefordert wird, bevor die entsprechende Diagnose vom System als
Losungskandidat in Betracht gezogen wird. Bei dem beschriebenen Grundalgorithmus kann die-
ses Ziel durch die Einfithrung von Schwellwerten erreicht werden. Dieser Schwellwert, nennen wir
ihn ¢, mit 0 < 6 < 1, sollte in Abhéngigkeit vom Kostenrisiko einer Fehldiagnose D; bestimmt
werden. Finfach zu verifizierende Fehlerhypothesen erhalten ein niedriges 6; und kénnen so vom
System sehr schnell vorgeschlagen werden; schwierig zu verifizierende Diagnosen mit hohen §;
werden nicht voreilig vom System als mégliche Losung prasentiert. Wird beim Fallvergleich kein
Fall mit einer den Schwellwert iibersteigenden Ahnlichkeit gefunden, so kann das System nun
entweder weitere Meflwerte anfordern oder mit Keine Lésung abbrechen. Der Schwellwert 6; bie-
tet so eine einfache Moglichkeit, Wissen iiber das Kostenrisko von Fehldiagnosen zu formulieren
und im DiagnoseprozeB entsprechend zu beriicksichtigen. Die Definition eines Falles wird damit
um einen fiir jede Diagnose D; spezifischen Schwellwert é; erweitert, d.h. C} = (Sitg, D;, ;).
Fiir die so definierte ,Kompetenzeinschéitzung“ des fallbasierten Diagnosesystems mufl aber ein
Preis bezahlt werden. Fiir bereits bekannte Diagnosen D; sinkt die Klassifikationsfahigkeit des



modifizierten Algorithmus mit abnehmender Information stark ab, da die ermittelte Ahnlichkeit
dann unter den definierten Schwellwert ¢ fillt. Wir haben in dem folgenden Diagramm erneut
in Abhédngigkeit von der Vollstdndigkeit der prdsentierten Information die Korrektheit der Klas-
sifikation fiir die betrachteten Algorithmen aufgetragen. Sind nur relativ wenige Symptomwerte
bekannt, so sinkt beim modifizierten Algorithmus é; > 0 die Zahl der korrekten Klassifikationen
stdrker als beim Algorithmus aus 2.2 ohne Schwellwert é; = 0. Je héher 6 gewdhlt wurde, um
so stirker ist der entsprechende ,,Finbruch®“ in der Klassifikationsfahigkeit.
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Bei einem zunehmendem Anteil von dem System noch unbekannten Diagnosen D; in der Test-
menge, d.h. in der Trainingsphase, ist das Verhalten der betrachteten Algorithmen jedoch gerade
invertiert. Bei den Algorithmen mit Schwellwert bleibt die Anzahl der Fehlklassifikationen na-
hezu konstant, wihrend sie bei § = 0 iiberproportional anwéichst. Ist der LernprozeBl beendet,
d.h. alle D; sind dem System bereits bekannt, so kénnen wir also zugunsten einer verbesserten
Klassifikationsfédhigkeit, auf é; verzichten. In der Trainingsphase vermeidet ¢; jedoch unnétige
Kosten in Form von Fehldiagnosen, indem vor der Ausgabe der Diagnose an den Benutzer vom
System noch weitere Meflwerte angefordert werden.

3 Ein Ansatz zur fallbasierten Diagnostik

In den folgenden Abschnitten wollen wir einen Ansatz zur fallbasierten Diagnose technischer
Systeme vorstellen. Wir werden dazu aufzeigen, welche Wissensquellen den Fallvergleich un-
terstiitzen kénnen und wie die Relevanz eines Symptoms 5; fiir eine Diagnose D; bestimmt
werden kann. AnschlieBend beschreiben wir ein fiir die Diagnostik geeignetes AhnlichkeitsmaB
und zeigen wie wir dieses bei einer Fehlklassifikation verbessern kénnen. Zum Abschluf} stellen
wir einen Algorithmus zur fallbasierten Diagnostik vor, der alle in dieser Arbeit beschriebenen
Erweiterungen des Grundalgorithmus realisiert.

3.1 Wissensbasierte Unterstiitzung des Fallvergleichs

Zunichst soll jedoch gezeigt werden, welches Wissen zur Unterstiitzung von Ahnlichkeitsbewer-
tungen in technischen Anwendungen zur Verfiigung steht und wie dieses Wissen fiir den Fall-
vergleich entsprechend genutzt werden kann. Wir verfolgen also die Strategie, das a posteriori
Kriterium Ahnlichkeit durch den Einsatz von a priori vorhandenem Wissen anzunihern.

3.1.1 Ahnlichkeit zwischen Symptomwerten

Bei der Berechnung der Ahnlichkeit zwischen einem gespeicherten Fall und einer gegebenen Sym-
ptomatik wird oft lediglich die T:Tbereinstimmung v; = v bzw. nicht Ubereinstimmung v # v
von Symptomwerten betrachtet. In der technischen Diagnostik sind aber feinere Differenzierun-
gen wiinschenswert. So unterscheidet sich beispielsweise Oldruck sehr hoch von Oldruck sehr
niedrig erheblich. Die Differenz zwischen Oldruck hoch und Oldruck sehr hoch ist jedoch we-
sentlich geringer. Um dies in einem fallbasierten Diagnosesystem ausdriicken zu kénnen, ist es
nétig, die Ahnlichkeit von Symptomwerten v;, vy, € W; durch ein spezielles Ahnlichkeitsmaf
w; zu beschreiben. Dies kann erreicht werden, indem fiir jedes Symptom S; bei der Definition
des entsprechenden Wertebereichs W; das fiir den Vergleich von Elementen aus diesem Wer-
tebereich jeweils zu verwendende lokale AhnlichkeitsmaB w;(v;, vr) mit v, v, € W;, angegeben
wird. Unabhingig davon kénnen wir bereits Klassen von méglichen AhnlichkeitsmaBen fiir die



verschiedenen Merkmalstypen vordefinieren, z.B. numerisch, string, symbolisch bindr, symbo-
lisch mehrstufig. Die einzelnen MaBe w;(v;,vr) miissen dann aber unter Umstdnden noch an
die Anforderungen eines konkret gegebenen Wertebereichs W; in der betrachteten Doméne an-
gepalit werden. Dariiberhinaus sollte es moglich sein, das System um doméinenspezifische bzw.
benutzerdefinierte Funktionen zur lokalen Ahnlichkeitsberechnung zu erweitern.

3.1.2 Kausale Zusammenhinge zwischen Symptomwerten

In technischen Diagnosedomé&nen existieren eine Vielzahl von oft einfach zu modellierenden,
kausalen Zusammenhingen zwischen einzelnen Symptomwerten, z.B. Falls das Licht brennt, so
ist elektrische Spannung vorhanden. Zusammenhinge dieser Art lassen sich sehr einfach in Form
von Regeln der Art sq(v1) A s2(v2) A ...sp(v,) — sg(vg) formulieren und zur Expansion einer
gegebenen Symptomatik ausnutzen. Die Informationsbasis des Fallvergleichs kann so ohne die
Durchfithrung weiterer Tests verbessert werden. Kausales Wissen dieser Art kann vom Experten
manuell eingegeben oder aus einem qualitativen Modell bzw. induktiv abgeleitet werden.

3.1.3 Pathologische Symptomwerte

In einem technischen System deuten gewisse MeBwerte auf ein Fehlerverhalten hin, z.B. Span-
nung zu hoch, wihrend andere MeBwerte durchaus ihren Ursprung in einem Normalverhalten
des technischen Systems haben kénnen, z.B. Relais geschaltet. MeBBwerte, die eindeutig auf ein
Fehlverhalten des technischen Systems zuriickzufiihren sind, bezeichnen wir als pathologische®
Symptomwerte. Eine Fehlerdiagnose ist fiir eine aktuelle Symptomatik um so eher geeignet, je
mehr dieser beobachteten pathologischen Symptomwerte sie erkldren kann. Diese spezielle Figen-
schaft von diagnostischen Anwendungen muf bei einem Fallvergleich beriicksichtigt werden. Wir
kénnen dies erreichen, indem wir Félle bevorzugen, die pathologische MeBwerte erkldren kénnen,
d.h. die diese Mefiwerte auch in der eigenen Situationsbeschreibung St enthalten. In der fall-
basierten Diagnostik erméglicht die Uberpriifung auf die Ubereinstimmung von pathologischen
MeBwerten damit eine Einschitzung der Niitzlichkeit von gefundenen, &hnlichen Fallbeispielen
fiir die aktuelle Diagnosesituation. Pathologische Symptomwerte kénnen entweder vom Experten
deklariert oder durch Simulation eines qualitativen Modells ermittelt werden. Dabei ist jedoch
zu beachten, daBl im allgemeinen nicht fiir alle Symptome in allen Situationen eindeutig ent-
schieden werden kann, ob ein Symptomwert einen pathologischen Charakter hat oder nicht. Ein
Relais kann sich beispielsweise zufillig in einem korrekten Schaltzustand befinden, obwohl es
eigentlich defekt ist.

3.1.4 Defaultwerte fur Symptome

Wird ein technisches System von einem Servicetechniker diagnostiziert, so hat dieser im allge-
meinen eine Vorstellung davon, welche Meflwerte zunichst erhoben werden sollten und welche
nicht. Einzelne Messungen bezieht ein Experte erst dann in seine Uberlegungen ein, falls eine
gewisse Evidenz fiir einen bestimmten Fehler vorliegt. Diese Beobachtung liegt dem Konzept
von Defaultwerten fiir Symptome zugrunde. Symptome mit Defaultwert erhalten, solange keine
genaue Meflung vorgenommen wurde, den im Default angegebenen Mefwert. Beim Fallvergleich
werden diese Symptome dann so behandelt, als wire eine entsprechende Meflung bereits durch-
gefithrt worden. Damit werden Fallbeipiele, die Symptome mit einem dem Default entsprechen-
den Symptomwert in ihrer Situationsbeschreibung enthalten, in ihrer Ahnlichkeit zur aktuellen
Situation verstirkt. Die Ahnlichkeit von Fallbeispielen, in denen explizit ein dem Defaultwert
widersprechender Meflwert gefordert wird, wird jedoch nicht verdndert. Verglichen mit dem im
letzten Abschnitt eingefiithrten pathologischen MeBwerten entsprechen Defaultwerte eher dem
Normalverhalten eines technischen Systems. Typische Defaults sind etwa Leitungen dicht oder
auch Netzspannung vorhanden. Diese Mefwerte sind fiir eine grobe Bestimmung der Fehlerur-
sache, im Gegensatz zu pathologischen Meflwerten, im allgemeinen zunichst wenig informativ.

%in [Pup90] werden solche Symptomwerte als abnormal bezeichnet



Im Verlauf des Diagnoseprozesses nimmt aber ihre Bedeutung fiir die Diskriminierung von Dia-
gnosen zu. Ist ein Symptom 5; mit Default fiir die Diskriminierung zwischen konkurierenden
Diagnosen D; und D; von Bedeutung, so wird 5; im Laufe des Diagnoseprozesses erhoben. Wird
dann ein dem Defaultwert widersprechender Mefwert festgestellt, so miissen alle Fallbeispiele,
in denen der entsprechende Default angenommen wurde, erneut aufgegriffen und die Ahnlichkeit
neu bewertet werden. Die Defaults werden somit zuriickgenommen und die von der Anderung
betroffenen Fallbeispiele scheiden damit méglicherweise als potentielle Lésungskandidaten aus.
Diese Vorgehensweise besitzt den Vorteil, da} ein fallbasiertes Diagnosesystem bereits nach der
Eingabe von nur wenigen Symptomen potentielle Lésungskandidaten prisentieren kann, die dann
gezielt weiter iiberpriift werden kénnen.

3.2 Das ratio model nach Tversky

In der Diagnostik stehen, im Gegensatz zu iiblichen Anwendungen von AhnlichkeitsmaBen, in
denen vorwiegend kardinale bzw. ordinale Daten in Form von vollstindigen Merkmalsvektoren
verarbeitet werden, hauptsichlich nominale (symbolische) Daten im Mittelpunkt. Fiir die Dia-
gnostik bendtigen wir daher ein Maf}, das symbolische, unter Umstdnden voneinander abhéngige
Merkmale, sowie nur partiell definierte Merkmalsvektoren verarbeiten kann. Fiir diagnostische
Aufgabenstellungen ist das folgende, ratio model genannte Modell nach Tversky [Tve77] beson-
ders geeignet. Das ratio model geht von einer Beschreibung der Merkmale der zu vergleichenden
Objekte aus. Ein Merkmal hat dabei die Form: Atiribut hat Wert. Auf die Diagnose iibertragen
ist also Mefpunkt hat Meffwert ein Merkmal im Sinne des ratio models. Seien A und B die
Beschreibungen der entsprechenden Objekte ¢ und b, so ist das ratio model definiert als:
f(ANB)
f(ANB)+af (A—B)+3f(B—A)

sim(a, b) = a,3>0

Dieses Modell ist genaugenommen kein konkretes Maf, sondern ein Schema fiir die Definition
einer ganzen Schar von konkreten AhnlichkeitsmaBen. Durch die Wahl von o, 8 und f kénnen
eine Vielzahl von unterschiedlichen MafBen realisiert werden. Beispiel: Bei a = 8 = 1, f := Kar-
dinalitit der betrachteten Mengen, entspricht die Ahnlichkeit der Anzahl gemeinsamer Merkmale
geteilt durch die Anzahl aller Merkmale. Durch eine geeignete Instantiierung von f kénnen wir
das Modell leicht an Anforderungen einer speziellen Doméne anpassen. Insbesondere bietet die
Funktion [ einen Ansatzpunkt, das im letzten Abschnitt beschriebene Wissen bei der Berech-
nung der Ahnlichkeit zu beriicksichtigen.

3.3 Relevanz von Symptomen fiir eine Diagnose

Wenn wir Fallbeispiele als ,, Protokolle des realen Problemléseverhaltens von Diagnoseexperten®
auffassen, so stellt sich das Problem, da die durch die Beobachtung eines Experten gewon-
nenen Félle méglicherweise inkonsistente, unvollstindige oder auch iiberfliissige Informationen
enthalten, d.h. wir erhalten nicht genau die fiir die Klassifikation relevanten Symptome. Damit
die Klassifikationsfahigkeit eines fallbasierten Systems durch derartig verrauschte Informationen
nicht beeintrichtigt wird, ist es fiir den Fallvergleich nétig, die Relevanz eines Symptoms .5; fiir
eine bestimmte Diagnose D; zu ermitteln. Der Fallvergleich findet dann nur auf der Basis dieser
relevanten Symptome statt. Fiir Tversky [Tve77] ist die Bestimung von relevanten Eigenschaften
eine Vorbedingung fiir die Anwendung eines AhnlichkeitsmaBes. Er schreibt dazu: “When faced
with a particular task (e.g. identification or similartiy assessment) we extract and compile from
our data base a limited list of relevant features on the basis of which we perform the required
task. “ In der fallbasierten Diagnostik kann Modellwissen Anhaltspunkte fiir die Relevanz von
Symptomen fiir eine bestimmte Diagnose liefern. Ein solcher Ansatz entspricht dem in [JWM92]
als Goal-Driven Similarity Assessment bezeichneten Vorgehen. Auf der anderen Seite kénnen
wir versuchen, die Relevanz eines Symptoms fiir eine Diagnose inkrementell anzunihern, d.h.
Héufigkeit impliziert Relevanz. Ist das benétigte Hintergrundwissen vollstdndig vorhanden, so
bietet sich die erste Strategie an. In allen anderen Situationen empfiehlt sich eine gemischte
Strategie.



3.3.1 Ein Ansatz zur Beschreibung

Die Relevanz eines Symptoms 9; fiir eine Diagnose D; kann durch die Angabe eines spezifischen
Wichtungsfaktor w;; formuliert werden. Je stirker der entsprechende Wichtungsfaktor fiir ein
Symptom S; in einem Fall C}, ist, umso héher wird bei einer Ubereinstimmung der Symptom-
werte in Fall und aktueller Situation der entsprechende Ahnlichkeitswert. Bei widerspriichlichen
Symptomwerten wird der Ahnlichkeitswert des Falles C}, dann auch stirker verringert als bei ei-
nem kleineren Gewicht. Zur Reprisentation der Wichtungsfaktoren w;; definieren wir eine n x m
Relevanzmatrix R, wobei n die Anzahl der im System definierten Symptome 5; und m die Anzahl
der unterschiedlichen Diagnosen D; ist. Der Spaltenvektor d_;- = (wyj, wy;, ..., wy;) beschreibt
dabei die Relevanz der Symptome 5; unter der Voraussetzung, dafl die Diagnose D; vorliegt.
In Tverskys ratio model haben wir, falls f entsprechend gewidhlt wird, durch die Einfiihrung
einer Relevanzmatrix R = [w;;] fiir jede im System reprisentierte Diagnose D; ein eigenes Ahn-
lichkeitsmaf} sem; definiert. Das AhnlichkeitsmaB ist dann eine compilierte Reprisentation des
Wissens, welche Informationen fiir die Klassifikation von D; relevant sind. Das Ahnlichkeitsmaf
sim; fiir Fallbeispiele mit der Diagnose D; wird dabei durch den entsprechenden Spaltenvektor
d_; charakterisiert.

3.3.2 Bestimmung der Relevanz

Wird ein wissensbasiertes Verfahren wie Goal-Driven Similarity Assessment [JWM92] verwen-
det, so kann mit dem Ergebnis dieses Verfahrens die Relevanzmatrix initialisiert werden. Ist dies
nicht méglich, so mufl versucht werden, die w;; durch ein Lernverfahren zu bestimmen. Wird
ein neuer Fall C; mit einer bisher unbekannten Diagnose D; in die Fallbasis aufgenommen, so
wird der Spaltenvektor d; zunichst mit den relativen Héufigkeiten der Symptome S; € (.54t in
F'B initialisiert. Durch das in Abschnitt 3.5 ndher beschriebene Lernverfahren werden dann die
Wichtungsfaktoren w;; iterativ angepafit. Dies kann im Laufe der Anwendung oder im Rahmen
einer gesonderten Trainingsphase erfolgen. Im Laufe des fallbasierten Diagnoseprozesses ist somit
fiir jede Diagnose D; eine von alternativen Diagnosen D); unabhingige Verbesserung des Ahn-
lichkeitsbegriffs moglich. Verrauschte Daten kénnen so schrittweise ausgefiltert werden. Da die
Relevanz eines Symptoms fiir eine Diagnose, bedingt durch die Verwendung eines Ahnlichkeits-
mafes, in beiden Ansdtzen durch die Angabe von w;; reprisentiert wird, ist die Kombination
beider Ansdtze moglich. Nichtvorhandenes Wissen kann so durch eine entsprechende Menge an
Erfahrung ausgeglichen werden.

3.4 Ein dynamisches Ahnlichkeitsmaf

Das hier verwendete Ahnlichkeitsmaf$ ist direkt dem ratio model nach Tversky entlehnt. Wir
haben es jedoch um die vorgestellten Konzepte wie der lokalen AhnlichkeitsmaBe wi(v;, vg)
fiir Symptomwerte, um Default- und pathologische Symptomwerte sowie die unterschiedlichen
Relevanzen w;; von Symptomen 5; fiir Diagnosen D; erweitert. Durch diese Erweiterungen
haben wir die in Tverskys Modell nicht ndher spezifizierte Funktion f fiir Diagnoseaufgaben
konkretisiert. Fiir die folgende Definition des AhnlichkeitsmaBes sei gegeben:

Symptomatik St und ein Fallbeispiel C} := (Sity, D;, 6;)

w;; sei die Gewichtung des Symptoms 9; fiir alle Félle mit der Diagnose D;

w; sei das fiir alle MeBwerte v; € W; des Symptoms 5; definierte lokale AhnlichkeitsmaB

UZ-C’“ sei der in St und UZS” sei der in St vorliegende MeBwert fiir das Symptom 5;
E = {5;]58; € Sty nSit} tibereinstimmende Mefpunkte
U = {5;|85; €Sty ANS; & Sit} unbekannte Mefwerte
A = {8 ]S & Sitp A S; € Sit A s; ist pathologisch}  zusdtzliche Meffwerte

Sollen unterschiedliche Relevanzen w;; und die Ahnlichkeit zwischen Symptomwerten wi(vic kP
bei der Ahnlichkeitsbewertung beriicksichtigt werden, so miissen wir das MaBl um diese Fakto-

ren erweitern. Die Entscheidung ob ein Symptomwert in Situation S und dem gegebenen Fall



C}.S4l iibereinstimmt oder nicht, erfolgt dann iiber das jeweilige lokale Ahnlichkeitsmaf w;.

£ = Z w;j wi(vic’“,vf“) W .= Z wi; (1 —wi(vick,v;-%)) U= Z wi; A= |A4]

S, el S, el S, eU
Das verwendete Schema fiir AhnlichkeitsmaBe hat unter Beriicksichtigung der gerade definierten,
gewichteten Merkmalsmengen die folgende Form:

af
aE—l—ﬁW—l—“;U—I—UA
Ein wesentlicher Vorteil des hier vorgestellten Mafles, der sich auch in unseren empirischen
Untersuchungen bestédtigt hat, ist die im Vergleich zu anderen Maflen grofle Robustheit ge-
geniiber Informationsverlust (vgl. auch Diagramm in Abschnitt 2.4). Durch die Wahl der Pa-
rameter a, 3,7n,v konnen wir das Diagnoseverhalten des Systems in gewissen Grenzen steuern.
Fiir die Diagnostik hat sich in unseren Experimenten eine eher pessimistische Vorgehensweise
mit « = 1,08 = 2,7 = 0.5,7 = 1 bewidhrt. Unterschiede in den MeBwerten werden so relativ
stark bewertet, wihrend noch fehlende Symptomwerte nicht iiberbewertet werden.

sim(Cy.Sit, Sit) =

a,B,7,7v2>20

3.5 Anpassung des Ahnlichkeitsmafes

Wird ein Fall als mégliche Losung vorgeschlagen, so mufl nach Abschnitt 3.4 gelten:

sim(C.Sit, Sit) > 6, d.h. stm(Cy.St, Sit) = 6 + Amit A > 0

Ist aber eine Fehlklassifikation eingetreten, so muf} eigentlich sim(Cy.St;) < § gelten (vgl. Glei-
chungen in 1). Dies kann erreicht werden, indem die Gewichtsfaktoren der Symptome des Falles
C (d.h. das AhnlichkeitsmaB fiir die Diagnose D;) entsprechend verindert werden. Hierzu sind
folgende Uberlegungen notwendig: Die aktuelle Situation Sit und der Fall C}, besitzen eine Rei-
he von gemeinsamen Symptomwerten, sowie eine Reihe von unterscheidenden Symptomwerten.
Tritt nun eine Fehlklassifikation auf, so bedeutet dies:

- Die Gewichtung & der dbereinstimmenden Symptomwerte aus F war zu hoch.
- Die Gewichtung W, U der unterscheidenden Symptomwerte aus £ U U war zu niedrig .

Wir suchen nun eine Anderung der Parameter £ — z, W + ¢ und U + y, mit z,y,z > 0, so daB
dieser Fall C'y gerade noch abgelehnt wird, d.h. es gilt dann sim(Cy.Sit, Sit) = 6:

al a (£ —-2)

af+BWHrU+ A + a(f—z)+ B WHx)+7vU+y)+nA )
Die Werte fiir z, y, z sind nun in Abhéngigkeit vom Fehler A zu bestimmen. Damit erhalten wir:
a& A= a (€ —z) 2)

aE+BWHrTU+A S a( -+ BWHx) 7 U+y)+n A

Die Zu- und Abnahme des Symptomgewichts ist dabei proportional im Falle der Ubereinstimung
und antiproportional zum bestehenden Symptomgewicht im Falle der Unterscheidung, d.h.

- Ubereinstimmende Symptome aus £ mit hohem Gewicht werden stark vermindert.
Sie haben einen hohen Beitrag zur Fehlklassifikation geleistet.
- Ubereinstimmende Symptome aus £ mit niedrigem Gewicht werden nur schwach vermindert.
- Unterscheidende Symptome aus £ U U mit niedrigem Gewicht erhalten einen grofien Gewichtszu-

wachs.
Sie wurden bei der Ahnlichkeitsbeurteilung, die zur Fehlklassifikation fihrte, nicht bericksichiigt.

- Unterscheidende Symptome aus £ U U mit hohem Gewicht erhalten einen niedrigen Gewichtszu-
wachs.

Die nétigen Gewichtsdnderungen lassen sich nun aus Gleichung 2 bestimmen. Die genaue Formel
ist hier jedoch von eher untergeordnetem Interesse. Bei Bedarf kann sie in [Wes91] nachgeschla-
gen werden. Fntscheidend ist hier die Tatsache, dafl, ausgehend von einer Fehlklassifikation,
der Fehler A bestimmt und die Parameter w;; fiir das Ahnlichkeitsmaf sim; einer spezifischen
Diagnose D; entsprechend geéndert werden konnen.



3.6 Steuerung des Testerhebungsprozesses

Wihrend wir uns bisher lediglich auf einen Durchlauf der Klassifikationskomponente eines fall-
basierten Diagnosesystems konzentriert haben, betrachten wir im weiteren Verlauf den gesam-
ten ProzeB des diagnostischen Problemltsens, d.h. die Schleife: Wiederhole Klassifikation und
Testerhebung bis eine Diagnose mdglich ist. Aus dieser Sicht betrachtet ist es sinnvoll, einem
fallbasierten Diagnosesystem einen Abbruch dieser Schleife zu erméglichen, falls sich in der Fall-
basis kein geeigneter Losungskandidat findet. Das System wiirde ansonsten immer versuchen,
schrittweise alle méglichen Meffwerte zu erheben. Zu diesem Zweck erweitern wir die Falldefi-
nition um einen weiteren Schwellwert 0 < ¢ < § < 1. Der Schwellwert € hat dabei die folgende
Semantik: Fiir einen Fall Cy = (S54t, D, 6, ¢) werden nur dann weitere Mefiwerte erhoben, falls
sim(Cy.Sit, Sit) > e gilt.

4 Das PATDEX System

Das PATDEX—System (vgl. [AKM ™89, Wes91, AW91, RW91]) ist ein auf der Basis des vorge-
stellten Ansatzes in SMALLTALK-80 implementiertes fallbasiertes Diagnosesystem. Es ist in die
Morrke Werkbank zur Diagnose technischer Systeme [AMWT92] integriert und kann mit den
in der Werkbank vorhandenen Komponenten kooperieren [AMTW91].

Eingabe: aktuelle Symptomatik Sit
Ausgabe: Diagnose D oder Fail
Seiteneffekte gednderte Fallbasis I'B, geandertes Ahnlichkeitsmafl sim

1. Bestimme alle aus der gegebenen Symptomatik Sit ableitbaren Symptomwerte und pathologi-
sche bzw. Defaultwerte. Erweitere Sit entsprechend.

2. Suche den in der Fallbasis zur aktuellen Symptomatik &hnlichsten Fall Ct, d.h. V C; €
F B sim(Cy,.Sit, Sit) > sim(C;.Sit, Sit).
3. Ist der Fall Cy nicht minimal hnlich, d.h. sim(C}.Sit, Sit) < €, dann STOP mit Keine

Diagnose méglich.

4. Ist der Fall C} ausreichend &hnlich, d.h. sim(Cy.Sit, Sit) > é;, dann gebe die Diagnose C.D
als Losungsvorschlag an den Benutzer aus.

a) Ist die Diagnose Cf. orrekt, dann nehme gegebenenfalls den neuen Fa =
Ist die Di Cy.D korrekt, d h b falls d Fall C
(Sit,Cy.D, Cy.6, Cy.€) in die Fallbasis F'B auf. STOP

(b) Ist die Diagnose C%.D nicht korrekt, so &ndere das AhnlichkeitsmaB sim, so da$
sim(Cy,.Sit, Sit) = é; gilt. Losche (temporar) alle Falle C; € FB mit C;.D = Dy, aus
der Fallbasis F'B. Weiter bei Schritt 5.

5. Ansonsten bestimme das néchste zu erhebende Symptom S; mit noch unbekanntem Symptom-
wert.

6. Frage den Benutzer nach dem Meflwert fiir Symptom S; und erweitere Sit um den entsprechen-
den Symptomwert, d.h. Sit := Sit U S;. Weiter bei Schritt 1.

Das PATDEX-System kann sowohl stand-alone, als auch im Rahmen der MoLTKE-Werkbank
eingesetzt werden. Damit unterstiitzt es beide im Abschnitt 2 angegebenen Szenarios zum Einsatz
fallbasierter Systeme in der Diagnostik. In vielen Aspekten geht die konkrete Implementierung
iber den in dieser Arbeit vorgestellten Rahmen hinaus. Eine Auswahl dieser Aspekte soll im
folgenden kurz vorgestellt werden:

Strategiefille: PATDEX unterstiitzt beide Teilaufgaben der Diagnostik, d.h. sowohl die fall-
basierte Klassifikation, als auch die fallbasierte Unterstiitzung der Testerhebung durch
entsprechende Strategiefille (vgl. Abschnitt 2). Das Konzept der Strategiefille wird im
Rahmen des PATDEX-Systems verwendet, um heuristisches Strategiewissen eines Service-
experten in der Form von Fallbeispielen zu reprisentieren. Ein Strategiefall ist in PATDEX



von der Form: Cgyqr 1= (541, 9;), d.h. er steuert im Diagnoseprozefl das néchste zu erhe-
bende Symptom 5;.

Losungsanpassung: In Kombination mit einer modellbasierten Komponente zur Lésungsan-
passung MoCas [PWW92] kann mit PATDEX auch ein fallmodifizierender Ansatz zur Dia-
gnostik realisiert werden (vgl. Def. 5). MoCas kann auf der Basis des Maschinenmodells
gefundene Diagnosen anpassen und wird daher dann eingesetzt, wenn durch einen fall-
vergleichenden Ansatz keine zufriedenstellende Diagnose gefunden wird. MoCAs setzt auf
das im Rahmen des MOLTKE-Projektes entwickelte MAKE System [Reh91] (modellbasierte
Generierung von MoLTKE-Wissensbasen) auf. Der Einsatz von MoCas ist hierdurch auf
komponentenorientierte, hierarchisch und statisch modellierbare technische Systeme mit
zentraler Steuerung beschrankt.

Retrieval: Basis des PATDEX Systems ist die objektorientierte Datenbank GEMSTONE zur
Speicherung und Verwaltung der Falldaten [Oc92]. Um eine effektive Suche nach #hnli-
chen Fallbeispiele zu ermdéglichen, werden aufbauend auf der Datenbank k-d Biume als
Zugriffstruktur eingesetzt [FBF77]. Die Suche nach dhnlichen Fallbeispielen, basierend auf
dem vorgestellten AhnlichkeitsmaB, kann in Abhingigkeit von der Anzahl n der vorhan-
denen Fille mit einem durchschnittlichen Aufwand der GréBenordnung O(logn) erfolgen.

5 Diskussion

Obwohl im letzten Abschnitt Aspekte einer konkreten Implementierung angesprochen wurden,
haben die in dieser Arbeit vorgestellten Uberlegungen einen eher allgemeinen Charakter. Bei
einigen Punkten, z.B. Anpassung des AhnlichkeitsmaBes, sind aber durchaus alternative Vorge-
hensweisen denkbar.

Wird PATDEX in (noch) unstrukturierten Anwendungsdominen eingesetzt in denen die Ahn-
lichkeit von Problemstellungen nur n&herungsweise bestimmt werden kann (erstes Szenario),
so kann PATDEX in der Anwendungsphase dynamisch um vorhandenes Hintergrundwissen er-
weitert werden. Die Einschrinkung des Ansatzes auf technische Diagnosedoméinen liegt in der
Tatsache begriindet, daf entsprechendes Wissen zur Unterstiitzung des Fallvergleichs in diesen
Anwendungsdominen meistens sehr leicht zuginglich ist. Das dynamische AhnlichkeitsmaB von
PATDEX erméglicht dann eine schrittweise Anndherung an den durch die Anwendungsdomine
vorgegebenen Ahnlichkeitsbegriff.

Wird ein fallbasierter Ansatz im Kontext eines Gesamtsystems, welches unterschiedliche Pro-
blemléser integriert, gesehen (zweites Szenario), so relativiert sich unter diesem Gesichtspunkt
die Frage nach dem nétigen Aufwand zur Wissensakquisition, da das fiir eine wissensbasierte
Unterstiiztung von PATDEX benétigte Wissen im Rahmen eines Gesamtsystems bereits vorhan-
den ist. Ein solcher Ansatz zur Integraton von regel-, modell- und fallbasiertem Wissen wird z.B.
in der MoLTKE-Werkbank [AMTW91, AMWTO92] zur Diagnose technischer Systeme verfolgt.

Trotz der nicht in allen Situationen gesicherten diagnostischen Kompetenz von fallbasierten
Ansitzen zeigen positive Reaktionen von Anwendern, dal ein integrierter Ansatz, wie er im
PATDEX System realisiert wird, fiir die Lésung von diagnostischen Aufgabenstellungen in tech-
nischen Doménen sinnvoll ist. Der Einsatz von PATDEX bietet sich dort an, wo diagnostisches
Wissen bereits in der Form vorliegt, in der es das System direkt verarbeiten kann, also in der
Form von Diagnosefillen. Man denke beispielsweise an alle Formen von technischen Priifstinden.
Die anfallenden Priifprotokolle kénnen direkt als Basis fiir ein fallbasiertes Diagnosesystem wie
PATDEX dienen.
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